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Ozet. Finans sektoriinde miisteriye dogru bir oneri sunmak en énemli noktalar-
dan biridir. Oneri sistemlerinde yiiksek basarrmli bir veri madenciligi uygula-
mast gergeklestirirken belirlenen temel algoritmalarin her birinin birgok para-
metre girdisi bulunmaktadir. Veri madenciligi alaninda uzman bir kisi kullana-
cag1 veri kiimesine gore bahsedilen parametre degerlerini rahatlikla tanimlaya-
bilmektedir. Bu c¢aligmada, veri madenciligi alaninda daha deneyimsiz kisilere
kolay bir sekilde uygun parametre degerlerinin sunulmasi ve bu parametre
degerlerine gore sonuclarm ¢ikartilmast amaglanmigtir. Gelistirilen yazilimda,
biiyiik veri kiimeleri iizerinde hizli ve paralel islem yapmaya olanak saglayan
Apache Spark’a ait MLIib kiitiiphanesindeki algoritmalardan yararlanilarak
hiperparametre optimizasyonu iki farkli yaklasimla uygulanmistir. ik yak-
lasimda segilen veri kiimesi ilizerinde uygulanmak istenen algoritma se¢imini
yapan kullanicidan parametreler i¢in simir degeri istenirken, ikinci yaklasimda
bu sinir degerlerine gerek kalmadan optimizasyon islemi yapilmaktadir. Her iki
yaklasimda da denetimli ve denetimsiz Ogrenme algoritmalar1 bankacilik
alaninda yer alan gercek veri kiimeleri iizerinde test edilmis ve sonuglar
kargilastirilmigtir.

Anahtar Kelimeler: Hiperparametre Optimizasyonu, Veri Madenciligi, Dene-
timli ve Denetimsiz Ogrenme Algoritmalari.
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Abstract. One of the most important points in finance sector is to recommend
the right products to the customer. Each of the basic algorithms determined
when implementing a high performance data mining application in the recom-
mendation systems has many parameters. An expert in the field of data mining
can easily describe the parameter values according to the data set that will use.
In this paper, it is aimed to present the appropriate parameter values of the more
inexperienced users in the field of data mining and to draw a conclusion ac-
cording to these parameter values. In the developed software, hyperparameter
optimization has been implemented with two different approaches by using the
algorithms in the Apache Spark MLlIib library, which allows fast and parallel
processing on large data sets. In the first approach, when the user chooses the
algorithm to be applied on the selected data set, the boundaries are required for
the parameters. In the second approach, the optimization process is performed
without the necessity of these boundaries. In both approaches, supervised and
unsupervised learning algorithms were tested on a real life banking data sets
and the results were compared.

Keywords: Hyperparameter Optimization, Data Mining, Supervised and Unsu-
pervised Algorithms
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1 Giris

Gelisen veri depolama kapasitesiyle birlikte bankalarin veri tabanlar1 zenginlesmistir.
Artan miisteri sayis1 ve buna bagl artan iglem kapasitesiyle miisteri ihtiyaclarii hizli
ve dogru bir sekilde tespit ederek ¢oziim Onerileri sunmak daha da zor bir hale
gelmigtir. Bu sorunun ¢6ziimii i¢in yenilikgi veri madenciligi uygulamalar1 ve tekni-
klerine ihtiya¢ duyulmaktadir.

Makine 6grenmesi, egitim verisini girdi alarak veri tabanli tahminleri ve kararlari
gerceklestirmek amaciyla model insa etmeye odaklanmaktadir. Egitim isleminden
once kullanilacak her bir denetimli veya denetimsiz 6grenme algoritmasinin baslatila-
bilmesi i¢in parametre degerlerine ihtiyag duyulmasi makine Ogrenmesinde
yayginlasmis bir problemdir. Bu parametreler hiperparametre olarak adlandirilir ve
olusturulan model {iizerinde ¢ok etkili degisimlere sebep olabilirler. Hiperpara-
metreler, verilen bir 6grenme algoritmasina ait dgrenme orani, kernel parametreleri,
ag mimarisi gibi pek ¢ok sonucu yapilandirmak i¢in kullanilir.

Model olusturulurken bagar1 orani yiiksek sonuglar alabilmek igin hiperpara-
metrelerin optimize edilmis bir sekilde verilmesi gerekmektedir. Veri madenciligi
alaninda uzman bir kullanici uygun parametre degerini kolay bir sekilde hesaplaya-
bilirken, uzmanlik gerektirmeyecek bir sekilde baska bir kullanict gelistirilen yazilim
sayesinde uygun degerlerini Ogrenebilecek ve bu degerlere gore islemini
gerceklestirecektir. Bu caligmada optimizasyon iki farkli yaklasimla ele alinmaktadir.
Birinci yaklasimda kullanici galistiracagi algoritmanin se¢imine ek olarak bu algorit-
maya ait parametrelerin smir degerleri de belirleyebilecek seviyede olmalidir. ikinci
yaklagimda ise kullanici sadece veri kiimesi ve algoritma se¢imini yaparak sonuglari
alabilmektedir.

Yazilim gerceklestirilirken, denetimli ve denetimsiz 6grenme icin iki yonteme ait

temel algoritmalar secilmistir. Islem yapilacak veri kiimesinin galisacag1 algoritmaya
uygun olmasi kullanict tarafindan beklenen uzmanlik seviyesine dahildir. Her bir
algoritmanin kabul ettigi hiperparametre farklilig1 ve bu parametrelerin sonsuz farkli
deger alabilmesi problemin karmagikligini artirmaktadir. Bu genis araliklara
kisitlamalar getirerek model optimizasyonu kolaylagtirilmistir. Bu yiizden, parametre
degerleri altkiimesini tarayan 1zgara arama veya belirli sayida deneme yapan Monte
Carlo rastlantisal yaklagim kullanicinin tercihine sunulmustur.
Sistemin olusturulmasinda Apache Spark MLIib kiitliphanesinden[1] yararlanilmustir.
Oneri sisteminin finans sektorii dahilinde bir bankaya ait olmasi sebebiyle giivenligin
saglanmasi adina karartilmig bankacilik verileri ile test edilmistir ve degerlendirme
kriterlerine gore sonuglar karsilastirilmustir.

Bu bildirinin yazim organizasyonu su sekildedir; Boliim 2°de; hiperparametre op-
timizasyonu konusunda yapilan benzer calismalar anlatilacaktir. Boliim 3’te; belir-
lenen denetimli ve denetimsiz grenme algoritmalariin tanimlamasi yapilacak ve bu
algoritmalar iizerine optimizasyon isleminin nasil gergeklestirildigi agiklanacaktir.
Boliim 4°te; uygulama ve testler incelenecektir. Boliim 5°te; basarili bir sekilde son-
lanan uygulamanin sonuglar incelenecek ve gelecek arastirmalar icin tavsiyeler ele
alinacaktir.
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2 llgili Cahsmalar

Uriin 6neri sistemlerinin gereksinimlerine gore belirlenen birgok model bulunur ve
her modelin bir¢cok parametresi bulunmaktadir. Belirli bir modelin parametrelerini
optimize etmek icin giinimiizde TUPAQ [2], Auto-Weka [3], HyperOpt [5] gibi
cesitli yazilimlar mevcuttur. Bahsedilen yazilimlar kullanmis olduklar: kiitiiphanelerle
agirlikli olarak siniflandirma algoritmalar iizerine odaklanmiglardir.

TUPAQ, MLbase sisteminin bir bilesenidir ve tahminsel uygulamalar i¢in bulunan-
larla karsilastirilabilir nitelikte kapsamli stratejileri kullanarak, standart yaklagimlar-
dan daha verimli bir sekilde modelleri bulan ve bu modelleri egiten bir yazilimdir.
Maliyet tabanli kaynak tahsis etmeyi, gelistirilmis hiperparametre optimizasyon
tekniklerini iceren otomatik makine 6grenimi i¢in bir mimari olarak 6nerilmistir.

HyperOpt, Python’da model se¢imi ic¢in algoritmalar1 ve paralel altyapiy1
icermektedir. Kullanicilara bir konfigiirasyon alanini ve bu alan igerisindeki noktalara
gercek degerler atayan bir degerlendirme fonksiyonunu ayiran optimizasyon ara yiizii
saglamaktadir. Kullanicilardan olasilik dagilimiyla belirtilmesi istenen konfigiirasyon
alan1 sayesinde uzmanlarin uygun degerlere karar vermesini kolaylastirir.

Auto-Weka, Bayesian optimizasyonundaki [4] son yeniliklerden yararlanarak 6zel-
lik se¢cimi ve degerlendirme yontemlerinde genis bir araliga sahip olmasiyla
smiflandirma yaklagimlarinda basarilt bir performans gostermektedir. Es zamanl
olarak makine dgrenmesi algoritmasinin se¢imini ve hiperparametre ayarlamalarini
ayr1 ayr1 ele alarak incelemektedir.

3 Metodoloji

Gelistirilen yazilimda, model olusturmak i¢in veri kiimesi {izerinde ¢alisacak algorit-
malar denetimli ve denetimsiz 6grenme algoritmalar1 olarak iki baslik altinda top-
lanmistir. Denetimli 6grenme algoritmalari igin lojistik regresyon, lineer regresyon,
rastgele orman(random forest); denetimsiz 6grenme algoritmalar1 igin k-ortalamalar
(k-means), hiyerarsik kiimeleme, beklenti-maksimizasyon yontemleri segilmistir.
Segilen algoritmalarla ilgili kisa agiklamalar Boliim 3.1 ve Boliim 3.2° de yer almak-
tadir. Sistemin genel mimarisi Sekil 1’ de yer almaktadir.
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Girdi: Sinir
Degerleri
Yontemi

Ciktr: En uygun 1 Hiperparamente Optimizasyon

Parametre Seti Kuttphanesi
N Lojistik Lineer | e Hiyerarsik S
: Regresyon Regresyon |atiagi [l Ortalama Kiimeleme
Siniflandirma Kimeleme
Algoritmalar Algoritmalari

Sekil 1. Sistemin Genel Mimarisi

3.1. Calismada Kullanilan Kiimeleme Algoritmalar:

K-ortalamalar kiimeleme(K-Means) [6], en yaygin denetimsiz 6grenme yontemlerin-
den biridir ve her verinin sadece bir kiimeye ait olmasina izin vermektedir. Amag,
gerceklestirilen bolimleme islemi sonunda elde edilen kiimelerin, kiime i¢i ben-
zerliklerinin maksimum ve kiimeler arasi benzerliklerinin minimum olmasini sagla-
maktir.

Hiyerarsik kiimeleme [7], veri kiimesindeki 6zgiin gruplart belirlemek igin
kullanilir. Uygulama sonucunda gézlemler dendogram olarak adlandirilan bir agag
yapist igerisinde sergilenir ve kiimeleme kriteri olarak ikili bir uzaklik matrisi
kullanilmaktadir.

Beklenti-maksimizasyon [8], tam olmayan veri problemlerini ¢6zmek i¢in maksi-
mum olasilik tahminlerini yapan tekrarli bir algoritmadir ve her tekrari iki adimda
gerceklesir. Bu adimlar, bekleneni bulma ve maksimizasyon olarak adlandirilir.

3.2. Calismada Kullamlan Siniflandirma Algoritmalari

Lojistik regresyon [9], verilerin bir lojistik fonksiyona uymasiyla bir olayin olusma
ihtimalini 6ngdren bir regresyondur. Birgok regresyon analizi bi¢imi gibi, sayisal
veya kategorik olabilen birkag dngérme degiskeninden faydalanir.

Lineer regresyon [10], aralarinda sebep-sonug iligkisi bulunan iki veya daha fazla
degisken arasindaki iligkiyi belirlemek ve bu iligkiyi kullanarak o konu ile ilgili tah-
minler ya da kestirimler yapabilmek amaciyla yapilir. Siklikla tercih edilen yontem-
lerden biridir.

Rastgele Orman(Random Forest) [11] , bir smiflandirici yerine birden ¢ok
siniflandirict tireten ve sonrasinda onlarin tahminlerinden alinan oylar ile yeni veriyi
smiflandiran 6grenme algoritmasidir ve kaybolan verilerin tahmin edilmesinde etkili
bir metottur.

Calismamizda, kullanict birinci yaklagimi tercih ederse segtigi algoritmanin ihtiyag
duydugu parametreler i¢in sinir degerlerini girmesi beklenmektedir; ikinci yaklagim
tercih edilirse siniflandirma algoritmalar: i¢in parametreler bir parametre haritasina
yerlestirilir, 1zgara [12] veya Monte Carlo rassal aramadan [13] biri segilerek optimi-
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zasyon islemi yiiriitiilmektedir. ikinci yaklasimda kiimeleme algoritmalari igin dirsek
yontemi, veri hacmi yontemi ve beklenti-maksimizasyon algoritmasina 6zel olarak
bayes bilgi kriteri yontemi ile optimizasyon islemi yiiriitilmektedir. Bu yontemlerin
caligmamizda nasil kullanildigi B6liim 3.3 ve Boliim 3.4° te detayli olarak anlatilmak-
tadir.

3.3. Simflandirma Algoritmalar: I¢in Hiperparametre Optimizasyonu

Literatiirde denetimli 6grenme algoritmalar1 olarak gecen siniflandirma algoritmalari
icin gergeklestirdigimiz optimizasyon dort adimdan olusmaktadir:

e  Veri kiimesi egitim ve test verisi olmak tizere iki pargaya boliiniir.

e Model egitimi i¢in ayrilan veriye segili siniflandirma algoritmasi
olusturulmus parametre haritalarindaki parametrelerle iteratif sekil-
de uygulanir. Bu sekilde modeller iiretilir.

e Uretilen modeller segili simflandirma algoritmasina uygun deger-
lendirici fonksiyonu ile degerlendirilir.

e Veri kiimesi i¢in en iyi performans gostermis parametre kom-
binasyonuna sahip model segilir.

Bu ¢aligmada yararlanilan Apache Spark MLIib kiitiiphanesi hiperparametre opti-
mizasyonu i¢in Cross-Validation ve Train Validation Split olmak iizere 2 adet arag
sunmaktadir.

Cross validation, model olustururken tiim veriyi kullanmay1 saglayan bir metottur.
Veriyi k (genellikle 10) adet sayida pargaya boler. Bir parcasini test kalanin1 model
egitimi i¢in kullanir. Egitim icin ayirdigi veriden model {iretip test verisi iizerinde
deneyerek en uygun modeli segme odaklidir. Bu islemi test i¢in ayrilan veri seti her
seferinde farkli olacak sekilde k defa model se¢ilir. Segilenler arasindan en iyisi alinir.
K adet iterasyon oldugu i¢in maliyeti yiiksektir buna kars1 hata orani diistiktiir.

Train Validation metodunun Cross Validation’dan farki veriyi bir kere b6lme-
sidir. Verilen orana gore veriyi egitim ve test veri kiimelerine boler. Bu iglemi bir kere
gerceklestirdiginden dolayr Cross Validation’a gore maliyeti azdir fakat veri setinin
yeterince biiyiik olmadig1 durumlarda daha az giivenilirdir. Cross-Validation ve Train
Validation metotlar1 agsagidaki dgeleri girdi olarak almaktadir.

— Tahminleyici: Spark MLIib biinyesinde siniflandirici ve regresyon algo-
ritmalarin1 kendi araglarina hizmet edebilir halde tasarlamig olup Tah-
minleyici adi altinda toplamustir. Bu 6ge kullanicinin veri setine uygula-
mak istedigi algoritmadir.
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— Parametre Haritasi: Tahminleyici olarak kullanilacak algoritmaya ait op-
timizasyonu istenen parametreleri ve degerlerini barindiran veri yapisidir.

— Degerlendirici: Uretilen modellerin test verisine uygunlugunu o6lgen
metriktir. MLI1ib simiflandirma ve regresyon islemleri i¢in iki ¢esit deger-
lendirici sunmaktadir.

3.4. Kiimeleme Algoritmalari i¢in Hiperparametre Optimizasyonu

Literatiirde denetimsiz 0grenme algoritmalar1 olarak gegen kiimeleme yoOntemleri
veriye ait bir sinif etiketi tanimlamamalarindan dolay1 bir onceki asamadaki gibi
Spark MLIib’in sunmus oldugu optimizasyon araglarma dahil edilememektedir. Bu
nedenle kiimeleme yontemlerine hiperparametre optimizasyonu yapmak i¢in 2 farkl
sezgisel yontem kullanmaktayiz. Bunlar otomatiklestirilmis dirsek yontemi ve veri
sesi yontemi olarak ifade edilmektedir. Ayrica beklenti maksimizasyonu algoritmasi
iizerinde bu algoritmanin sonucunda elde edilen “loglikelihood” degerini kullanarak
hesaplama yapan Bayes Bilgi Kriteri yontemi uygulanmistir.

Dirsek yonteminde (Bknz. Sekil 2) [13] k adet kiime merkezi ile yiiriitilmesi
tamamlanmis algoritma sonucunda, veriye ait karesel hata orani1 degerleri bir grafik
egrisi olusturularak degerlendirilmektedir. Amag¢ egride dirsek sekline benzeyen,
keskin bir diisiisiin yasandig1 ve devaminda stabil sekilde azalan noktayi tespit etmek-
tir. Bu nokta veri kiimesi i¢in optimum kiime merkezi sayisi olarak se¢ilmektedir.

Algoritma 1: Dirsek Yontemi

1. k=1
Basla
k=k+1
En uygun ¢6ziimiin “hatalarm karesi toplami1”n1 hesapla
Onemli 6lgiide diisiis gosteren k degeri optimum nokta
Bitir

o0 s WD

Sekil 2. Dirsek yontemine ait sézde kod

Veri hacmi yonteminde [14], verideki n adet boyuta ait “hacim” adinda bir deger
tamimlanmustir. Iki boyutlu bir yapida “hacim” bir kiimenin elemanlarin igine alabilen
en kiigiik dikdortgen alan olarak tanimlanabilir. Yontem isleyis olarak kiimenin
“hacim ” degerini hesaplama ve optimum kiime merkezini bulma olarak iki parcali
sekilde stirdiiriilmektedir (Bknz. Sekil 3 ve Sekil 4).

Algoritma 2: Hacim Degerini Hesapla

1. Basla
Her bir kiime i¢in Adim 2-4 tekrar et
Veri kiimesi i¢indeki en biiyiik degeri bul
Veri kiimesi igindeki en kiigiik degeri bul

O kiime i¢in en bilyiik degerden en kiigiik degeri ¢ikar ve “aralik” degerine esitle
“Hacim” degerini o kiime igin tiim araliklarin toplamina esitle
Bitir

No ok wN

Sekil 3. Veri hacmi yontemine ait sozde kod

266



Algoritma 3: Optimum Kiime Merkezini Bulma

Bagsla

Bir kiime ile basla (k=1)

Bu kiime i¢in hacim degerlerini hesapla ve hacim dizisinde sakla

k=k+1

Yeni k degeri i¢in K-Ortalamalar Kiimeleme ¢alistir

Olusan tiim kiimeler i¢in hacim degerlerini hesapla ve hacim dizisinde sakla
Yeni hacim degerini bir dnceki hacim degerine bél ve “oran” degerine esitle
If oran < “sabit deger” then

Adim 3 tekrar et

Else

Kiimelemeyi sonlandir ve bir sonraki adima ge¢

Optimum nokta = k-1

Bitir

Kullanici

Sekil 4. Veri hacmi yontemine ait sozde kod

kiimeleme iglemini kendi istedigi bir parametre

araliginda

gerceklestirmek isterse, birinci yaklasim otomatiklestirilmis dirsek yontemini kulla-
narak tanimli araliktaki optimum parametre degerlerini ve kiimeleme sonucunu
kullaniciya sunmaktadir. Eger kullanici aralik vermek istemeyip veri kiimesinin hangi
parametre degerleriyle optimum sonucu vermek istedigini gérmek isterse, ikinci yak-
lasim, “hacim” bazl kiimeleme yontemiyle kullaniciya uygun bulunan parametre
kombinasyonu ve sonug kullanictya sunulmaktadir.

Bayes Bilgi Kriteri[15], beklenti-maksimizasyon algoritmasindaki “loglikelihood”
degerini Formiil 1’deki formiile yerlestirerek Bayes Bilgi Kriteri adinda dogruluk
degeri elde eder. En kiigiik ¢ikan deger i¢in kiime sayisi optimum segilir.

Algoritma 4. Bayes Bilgi Kriterini Kullanarak Degerlendirme

1.

© N s wN

Bagla

Loglikelihood=0

Bagslangi¢ degerleri igin Beklenti-Maksimizasyon algoritmasi ¢aligtir
Elde edilen loglikelihod degerini Formiil 3.1’e yerlestir

Formiil sonucundaki BIC degerini dizide sakla

Belirlenen maksimum iterasyon sayisina kadar Adim 2-5 tekrar et
BIC dizisindeki en diisiik degeri veren parametreler optimum degerler
Bitir

Sekil 5. Bayes Bilgi Kriteri yontemine ait sozde kod

n M
1
BIC(\) = ) 10g] > T (xi tn, ) { — 5 MDy logn
i=1 m=1

Formiil 1. Bayes Bilgi Kriteri Formiilii
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4 Uygulama ve Test

Calismanin uygulamasi Java programlama dili ile her iki yaklagima uygun olarak
tasarlanmigtir. Uygulamada Java 1.8 ve Apache Spark 2.1.0 kullanilmustir. Uygula-
manin ¢alistirilmasi i¢in en az 2GB RAM ve 400MB Disk alanina ihtiya¢ duyulmak-
tadir. Kullanici arayiizii Sekil 6 ve Sekil 7°de gosterilmistir.

|4 YPRRRAAMLIER COTAZATON - ] x
Oustering Algoeithne Classification ARorkhies
LN Y Loguate Negressam
Farcirg K Sesm (o teea Linnyt Regravaon
Gapenian Morare (EM) Aaodom Fornst

| Pt Appraach | Second Apgrosch
IMbaccaraam M Marehar: » FAngulanzaton Purmmeteni {)

[Maearesm feraton Numser " Mazzrare Meration|| R
Sout 0 Mazsrarr Degthnil |
oan Troma{i)
e =
an
Resuns
Surnter of Chaslet 20 Bues of Squome Brites 247

Chster 3 st Sauere Enuin.
hanter 40 o o Savors Enors

Sekil 6. Birinci Yaklasima gore Kullanic1 Arayiizii
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o Sekil 7. Ikinci Yﬁldaslma gore Kullanici Arayiizii

Uygulama arayiizii dort boliimden olusmaktadir. Ik béliimde kiimeleme ve
simiflandirma algoritmalarindan birinin segimi yapilir. ikinci béliimde birinci yak-
lagim tercih edilecekse algoritmanin c¢aligmast igin gerekli parametrelerin sinir
degerlerinin kullanici tarafindan girilmesi beklenmektedir. Eger ikinci yaklasim tercih
edilecekse kiimeleme ve simiflandirma algoritmasi {izerinde uygulanacak yontemin
kullanic1 tarafindan secilmesi beklenmektedir. Uciincii boliimde secilen algoritmaya
uygun veri kiimesinin se¢imi yapilir ve uygulama c¢alistirthir. Dordiincii ve son
boliimde sonuglar kullanictya sunulmaktadir.

Testler bu uygulama {iizerinden Spark lokal modda calistirilarak Intel Core i7
model 2.20GHz islemciye sahip, 4 c¢ekirdekli bilgisayarda gerceklestirilmistir.
Gergeklestirilen test ortamu Sekil 8°de gdsterilmistir.

" Testi yapilan Optimizasyon
B I' Algoritmalari
talama - Dirsek Yontemi

100 iterasyon

/"
/

Veri Hacmi Yontemi

Hiyerarsik - Bayes Bilgi Kriteri Yontemi

Kiimeleme - lzgara Arama
- Rassal Arama

parametre Lojistik
optimizasyon [l Regresyon
kiltiiphanesi

Lineer

Regresyon

Hiper

Kullanici

Sekil 8. Test Ortanm Tasarimi
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Testler uygulamadaki tiim algoritmalar igin gergeklestrilmistir. Siniflandirma algo-
ritmalart ayni veri kiimesi(dosya boyutu 103KB) kullanilarak 1zgara ve rassal arama
icin 100 defa ¢alistirilmis ve sonuglarin gosterilmesine kadar gecen siire ortalama ve
standart sapma olarak Tablo 1°de sunulmugtur. Kiimeleme algoritmalari ayni veri
kiimesi(dosya boyutu 5KB) kullanilarak dirsek, veri hacmi, bayes bilgi krite-
ri(beklenti-maksimizasyon algoritmast i¢in gegerli)(BBK) yontemlerine gore 100 defa
caligtirilmis ve sonuglarin gosterilmesine kadar gegen siire ortalama ve standart sapma
olarak Tablo 2’de sunulmustur. Calisma siireleri hesaplanirken Java’da Timestamp
smift kullanilmis ve nanosaniye olarak elde edilmistir. Uygulamanin ¢alisma siiresi
acisindan maliyeti test edilmek i¢in kullanilan veri kiimesinin boyutuna gore
degismektedir.

Tablo 1. Kiimeleme Algoritmalari Caligma Suresi

Dirsek Yontemi Veri Hacmi Yontemi BBK Yointemi
Algoritmalar
Ort. Std. Ort. Std. Ort. Std.
(sn) (sn) (sn) (sn) (sn) (sn)
K-Ortalama(K-Means) 4,14 0,55 3,36 0,67
Hiyerarsik Kiimeleme 15,87 1,81 12,22 3,10 - ---
Beklenti-Maksimizasyon 2,89 1,17 7,11 1,05

Tablo 2. Siniflandirma Algoritmalari Caligma Siiresi

lzgara Arama Rassal Arama
Algoritmalar
Ort. Std. Ort. Std.
(sn) (sn) (sn) (sn)
Lojistik Regresyon 16,55 1,67 9,72 1,52
Lineer Regresyon 8,25 1,9 5,46 1,81
Rastgele Orman(Random Forest) 7,23 2,21 5,14 1,92

Calisma siireleri karsilastirildiginda segilen yontemlere gore belirgin farklar g6z-
lemlenmistir. Kiimeleme algoritmalar1 i¢in, her bir iterasyondaki kiimelenen verilere
gore kiimeleme islemine devam kararini vermesinden dolay1 veri hacmi yontemi dir-
sek yonteminden kisa siirede optimum parametre degerini vermistir.

Siniflandirma algoritmalar1 igin belirlenen araliktaki tiim degerleri sirayla deneye-
rek en uygun parametre degerini bulan 1zgara arama yonteminin, bu araliktaki deger-
leri sirayla denemek yerine aralarindan se¢im yaparak en uygun parametre degerini
hesaplayan rassal arama yontemine gore daha fazla zaman aldig1 gézlemlenmistir ve
rassal aramada biitge kriteri uygun parametreyi hesaplarken toplam iterasyon sayisi
olarak belirlenmistir. Blitgce dahilinde rassal arama veriye gore, parametre uzayina
gore ve en 6nemli olarak zamana gore yeniden 6lgeklendirilebilir.
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5 Sonuclar ve Gelecekteki Calismalar

Bu calisma kapsaminda, veri madenciligi alaninda deneyimsiz kisilerin kullanmak
istedikleri algoritmalarda girdi olarak verecekleri hiper parametre degerlerininin op-
timizasyonu saglanarak uygun degerlere gore sonu¢ almalar1 igin ¢oziim
gelistirilmistir. Belirlenen kiimeleme ve siniflandirma algoritmalar1 iizerinde siire
acisindan maliyeti az olan yontemleri kararlastirmak adina uygun parameter degerle-
rini hesaplamay1 saglayan farkli yontemler uygulanmustir.

Boliim 3’te detayli olarak aciklanmig yontemlerden kiimeleme algoritmalart igin
veri hacmi yontemi tecriibenin az olup sinirlarin genis olmasi durumlarinda daha
efektif ¢ikmistir. Veri hacmi yonteminin diger yontemlerden 6ne gectigi bir diger
sebep de kolaylikla 6l¢eklenebilir olmasidir. Sistemden beklenen azami basari oranina
sadece “esik degeri(threshold)” iizerinden oynama yapilarak ulagilabilir. Spesifik
amacli veya veriye dair yeterli tecriibenin bulundugu durumlarda da dirsek ve bayes
bilgi kriteri ile degerlendirme metodlart daha uygun bulunmustur.

Siniflandirma algoritmalar1 i¢in 1zgara aramasi, bir parametre alanini sistematik
olarak arastirir ancak yalnizca sabit noktalara bakar. Bu baglamda optimal noktalarin,
1zgara aramasinda bakilan sabit noktalardizisinde bulunmamasi tamamen miimkiin-
diir. Burada hangi algoritmanin daha uygun oldugu kullanim amacia gore
degismektedir. Eger belirli yaygin parametre araliklarinda sonug¢ alinmak isteniyorsa
1zgara aramast verdigi sonuclarin lineerliginden dolay1 daha uygun goriilebilir. Aksine
parametre uzayinin genis ve aranilan araliklarin belirli olmadigi durumlarda rassal
arama tercih edilmelidir.

Uygulamanin dogru sonuglar1 vermesi igin kullanilacak olan veri kiimesinin 6n
islemden gecirilmis olmasi ve ¢alistirilmak istenen algoritmaya gore uygun olmasi
gerekmektedir.

Onerilen ¢oziim gelecekte secilen veri kiimesinin 6zelliklerine gére dogru sonuca
daha az siirede ulastiracak yontemin kararlastirilmasi ile iyilestirilebilir bdylelikle
kullanicinin optimum hiper parametre degerlerini elde etmesi i¢in yapacagi islemler
azaltilabilir.
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